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Palabras

clave La obesidad es un problema de salud a nivel mundial, que sigue creciendo y
Obesidad afecta tanto a adultos como a nifnos en todo el mundo. Este trastorno esta rela-
inteligenc'i a artificial, cionado con enfermedades graves como diabetes mellitus, aumento del riesgo
machine learning, cardiovascular y algunos tipos de cancer. En este contexto, la inteligencia arti-
deep learning. ficial se ha convertido en una herramienta ttil para enfrentarse a los desafios

que produce la obesidad, ya que permite el andlisis de datos de manera mds
profunda y detallada, descubriendo patrones y relaciones que antes no eran evidentes, y facilitando
una medicina de precisién en estos pacientes. En el presente trabajo se realiza una revisién narrativa
para analizar cémo se han aplicado las técnicas de Machine Learning y Deep Learning en la investiga-
cién sobre la obesidad con el fin de sintetizar las principales contribuciones que la inteligencia artificial
ha ofrecido en este campo. La mayoria de los estudios, un total de 61, se centraron en la prediccion de
factores de riesgo de obesidad, mientras que hubo menos estudios sobre tratamiento y prevencioén, con
nueve en cada drea. Los estudios utilizaron dos enfoques principales del Machine Learning: técnicas
cldsicas y métodos de ensamblado. La técnica Support Vector Machines fue la mds usada en clasifi-
cacién y prediccién, mientras que Regression (regresion logistica) y Least Absolute Shrinkage and
Selection Operator ayudaron a identificar las variables mds importantes. Los métodos Random Forest
y Extreme Gradient Boosting fueron los mds utilizados en el andlisis de datos complejos sobre obesi-
dad. En Deep Learning, las Convolutional Neural Networks y las Recurrent Neural Networks fueron
las mds comunes, efectivas en el andlisis de datos complejos como imdgenes y secuencias temporales,
mejorando el diagnéstico y la personalizacion de tratamientos. Ademds, la herramienta de inteligencia
artificial explicable Shapley Additive Explanations fue la mds usada para mejorar la interpretacién de
los modelos, clave en salud. La revisién identificé aportaciones en cuatro dreas principales: predicciéon
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de riesgos, personalizacién de tratamientos, diagnéstico temprano y andlisis de factores biol6gicos
relacionados con la obesidad. Los modelos permitieron identificar a nifios en riesgo, estimar el indice
de masa corporal (IMC) a partir de fotografias, anticipar la respuesta de los pacientes a distintos trata-
mientos, prever condiciones como la resistencia a la insulina, y estudiar determinantes biolégicos como
el microbioma. También ayudan a personalizar tratamientos, como la cirugfa baridtrica, al anticipar la
pérdida de peso potencial en cada paciente segtin sus caracteristicas especificas. Sin duda, todas las
herramientas que permite utilizar la inteligencia artificial con los pacientes mejoraran el conocimiento
en los pacientes con obesidad, abriendo nuevas posibilidades diagnésticas y terapéuticas.
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Key words

Obesity, artificial Obesity is a growing global health problem affecting both adults and children
intelligence, machine worldwide. This disorder is linked to serious diseases such as diabetes mellitus,
;ear ning, deep increased cardiovascular risk and some types of cancer. In this context, artificial
earning.

intelligence has become a useful tool to face the challenges caused by obesity,
as it allows the analysis of data in a deeper and more detailed way, discovering
patterns and relationships that were not previously evident and facilitating precision medicine in these
patients. This paper conducts a narrative review to analyze how Machine Learning and Deep Learning
techniques have been applied in obesity research, in order to synthesize the main contributions that
artificial intelligence has offered in this field. The majority of the studies, a total of 61, focused on
predicting obesity risk factors, while there were fewer studies on treatment and prevention, with nine
in each area. The studies used two main approaches to Machine Learning: classical techniques and
ensemble methods. The Support Vector Machines technique was the most used in classification and
prediction, while Logistic Regression and Least Absolute Shrinkage and Selection Operator helped
identify the most important variables. Random Forest and Extreme Gradient Boosting methods were
the most commonly used in the analysis of complex obesity data. In Deep Learning, Convolutional
Neural Networks and Recurrent Neural Networks were the most common, effective in the analysis of
complex data, such as images and temporal sequences, improving diagnosis and personalization of
treatments. In addition, the Artificial Intelligence Tool Explainable: Shapley Additive Explanations was
the most widely used tool to improve the interpretation of models, which is key in healthcare. The review
identified contributions in four main areas: risk prediction, treatment personalization, early diagnosis
and analysis of biological factors related to obesity. The models made it possible to identify children
at risk, estimate body mass index from photos, anticipate patients' response to different treatments,
predict conditions such as insulin resistance, and study biological determinants such as the microbiome.
They also help to personalize treatments, such as bariatric surgery, by anticipating potential weight
loss in each patient according to their specific characteristics. Undoubtedly, all the tools that Artificial
Intelligence allows us to use with our patients will improve our knowledge of patients with obesity,
opening up new diagnostic and therapeutic possibilities.
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cada ocho personas en todo el mundo. Ademds,
2500 millones de adultos tenfan sobrepeso, de los

Segun la Organizacion Mundial de la Salud, la cuales 890 millones eran obesos. En cuanto a los
obesidad ha aumentado considerablemente desde nifios, 37 millones menores de 5 afios tenfan sobre-
1990. En el caso de los adultos se ha duplicado, peso, y mds de 390 millones de nifios y adolescentes
mientras que entre los adolescentes se ha cuadru- entre 5 y 19 afios también presentaban sobrepeso,
plicado. En 2022, este problema afectaba a una de con 160 millones de ellos siendo obesos'.
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Este trastorno aumenta de manera significativa el
riesgo de desarrollar enfermedades como la dia-
betes mellitus tipo 2, problemas cardiovasculares,
algunos tipos de cancer y afecciones relacionadas
con los huesos y las articulaciones. Ademds, la
obesidad afecta a la calidad de vida, influyendo
en aspectos como el suefio y lamovilidad'.

En los ultimos afios, la inteligencia artificial (IA)
ha transformado la atencién médica, contribu-
yendo en gran medida a mejorar las decisiones
clinicas. Con el incremento masivo de los datos
de salud y técnicas avanzadas de anélisis, la IA
permite analizar grandes volimenes de datos y
detectar patrones, mejorando a su vez la preci-
sién en los diagndsticos®.

El Machine Learning (ML) se emplea en tres
dreas principales de la medicina: el andlisis de
imdgenes médicas, donde se busca interpretar
y mejorar diagndsticos mediante imdgenes; el
procesamiento del lenguaje natural, que ayuda
a entender y clasificar documentos médicos, y
el andlisis de informacién genética, que permite
profundizar en el estudio del 4cido desoxirribo-
nucleico y sus implicaciones®.

El presente articulo lleva a cabo una revisiéon de
tipo narrativo sobre las aportaciones de la IA en
el campo de la obesidad. Este tipo de enfoque
permite analizar la literatura existente de manera
mds amplia y general, sin necesidad de seguir
una metodologia estricta. El objetivo principal de
esta revisién es examinar cémo se han aplicado
las técnicas de ML y Deep Learning (DL) en la
investigacion sobre la obesidad, con el fin de sin-
tetizar las principales contribuciones que laIA ha
ofrecido en este campo. Al centrarse en publica-
ciones entre 2020 y 2024, esta revisién pretende
ofrecer una visién actualizada del impacto de la
IA enla investigacién de la obesidad.

En primer lugar se explica el papel de la IA en
la medicina, destacando cémo ML y DL permi-
ten analizar datos complejos y personalizados.
Posteriormente, se presentan los resultados de
la revisién, incluyendo una descripcion de la
literatura revisada, su distribucién segin la
base de datos y el afio de publicacién, y su clasi-
ficacién en dreas como prediccién, tratamiento
y prevencién de la obesidad. También se analiza
la frecuencia del uso de las técnicas de IA mds
empleadas en los estudios. A continuacion, se
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discute cémo estas técnicas contribuyen a pre-
decir riesgos, optimizar tratamientos, prevenir
y diagnosticar a tiempo, ademds de analizar
factores bioldgicos que influyen en la obesidad.
Finalmente, se plantean las conclusiones del
estudio.

La medicina evoluciona tan rdpido que a los
médicos les resulta dificil mantenerse al dia con
los nuevos avances. Ademads, se evidencia un
aumento de la carga de trabajo y las tareas admi-
nistrativas, lo que trae consigo un agotamiento
del personal de salud y un incremento del riesgo
de cometer errores médicos que ponen en peligro
la seguridad de los pacientes. Es por ello que, a
partir del empleo de algoritmos y software que
imitan el razonamiento humano para analizar
datos médicos, la IA puede contribuir al mejora-
miento y el avance del cuidado de la salud*.

Hoy en dia, 1a IA se ha integrado en la medicina
para mejorar la atencién al paciente, acelerando
procesos y aumentando la precisién de los diag-
nosticos, lo que eleva la calidad de la atencién
médica. Enla actualidad, el aprendizaje automa-
tico se aplica en dreas como el andlisis de imdage-
nes radioldgicas, la evaluacién de muestras de
anatomia patoldgica y la revisién de registros
médicos electrénicos, facilitando el diagndsticoy
tratamiento de los pacientes®.

ML es una rama de la IA que retine varias estra-
tegias analiticas para crear algoritmos capaces
de obtener informacién de los datos, con el obje-
tivo de explicar, clasificar o predecir. Su obje-
tivo es imitar ciertos aspectos del razonamiento
humano, como el reconocimiento de patrones y
la toma de decisiones. En la medicina, el ML se
ha utilizado para mejorar la precisién de diag-
nosticos, prever la mortalidad hospitalaria y
anticipar la necesidad de determinadas terapias®.

Existen diversos algoritmos de ML que se uti-
lizan para la prediccién, clasificacién, agrupa-
miento y regresion, para aplicaciones médicas.
Entre los modelos mds utilizados en el andlisis de
datos médicos se encuentran:
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* Support Vector Machines (Madquinas de Soporte
Vectorial, SVM).

¢ Clustering y K-Means Clustering.

e Decision Trees (Arboles de Decisién, DT).

e Random Forests (Bosques Aleatorios, RF).

e K-nearest Neighbors (K-Vecinos mds Cerca-
nos, KNN).

* Naive Bayes (NB).

Estos modelos han demostrado ser efectivos para
detectar enfermedades, clasificar imdgenes médi-
cas y segmentar poblaciones de riesgo. Su uso ha
transformado dreas como la radiologfa, donde
algoritmos como SVM y Random Forests se han
empleado para identificar tumores y anomalias
enimdagenes de forma mds rapida y precisa’.

El DL es una rama del ML que utiliza redes neuro-
nales profundas para procesar y analizar grandes
volimenes de datos, aprovechando el poder de las
computadoras modernasy el acceso a datos masi-
vos. Este enfoque se ha convertido en algo popu-
lar en los tltimos afios, ya que permite identificar
patrones complejos en distintos tipos de datos,
como imdgenes, texto y sefiales biomédicas®.

Actualmente, los modelos més usados se entre-
nan de forma supervisada de principio a fin, lo
cual simplifica mucho el proceso de aprendizaje.
Las arquitecturas mds utilizadas para analizar
imagenes médicas son las Convolutional Neural
Networks (Redes Neuronales Convolucionales,
CNN), aunque las Recurrent Neural Networks
(Redes Neuronales Recurrentes, RNN) estdn
ganando popularidad. Las CNN son muy ttiles
para analizar imdgenes médicas como radio-
grafifas y tomografias, ya que detectan patrones
complejos que facilitan diagndsticos precisos.
Por otro lado, las RNN, disefiadas para trabajar
con datos en secuencia, son ideales para analizar
registros médicos a lo largo del tiempo y permi-
ten identificar cambios en patrones o respuestas
a tratamientos especificos’.

En esta seccién se presentan los resultados de
esta revision narrativa sobre la aplicacién de
la IA en la obesidad, organizados en diferentes
subapartados. Se muestran los estudios encon-
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trados segun las bases de datos utilizadas, los
afnos de publicacién y las dreas de enfoque. Ade-
mads, se analizan las técnicas de ML y DL emplea-
das, resaltando las tendencias méds comunes.

Para la realizacion de esta revisién narrativa, y
con el objetivo de acceder a los estudios mads rele-
vantes y confiables, se utilizaron como fuente de
datos las bibliotecas ScienceDirect y PubMed.
Estas bases de datos fueron seleccionadas por su
importancia en la publicacién de articulos rela-
cionados conlasalud y laIA.

Para la bidsqueda se establecieron como pala-
bras claves: “obesity”, “artificial intelligence”,
“machine learning” y “deep learning”. Ademds,
se limit6 la biisqueda al periodo comprendido
entre 2020 y 2024, garantizando una revisiéon
mads reciente y actual de la literatura existente, ya
que en afios anteriores se ha detectado un menor
nimero de trabajos.

Con el objetivo de seleccionar los estudios més
relevantes relacionados con la investigacion,
se priorizaron los articulos que abordan direc-
tamente la aplicacién de la IA (ML y DL) en el
campo de la obesidad. Se incluyeron los estudios
que utilizaran estas técnicas con el objetivo de
predecir posibles riesgos, optimizar tratamien-
tos o desarrollar intervenciones preventivas, y se
eliminaron los estudios duplicados.

Durante el proceso de extraccién de datos se reco-
pilé la informaciéon mas relevante de los estudios
seleccionados, incluyendo autor, titulo, resumeny
afio de publicaciéon. Ademads, se identificaron los
objetivos de cada estudio y se clasificaron en tres
dreas: prediccion, tratamiento y prevencion.

Se realiz6 un anélisis cualitativo de los estudios
seleccionados, identificando patrones mds signi-
ficativos, clasificando los estudios segtn las téc-
nicas de ML y DL que utilizaron. A partir de los
resultados del andlisis cualitativo, se realiza un
anadlisis cuantitativo para enriquecer los resulta-
dos de la revision.

El proceso de bisqueda de los estudios comenzé
en septiembre de 2024. Se identificaron un total
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Distribucion de los estudios seleccionados segun las bases de
datos consultadas (ScienceDirect y PubMed).

m PubMed = ScienceDirect

Figura 1. Distribucion de los estudios seleccionados segun las bases de datos consultadas (ScienceDirect y PubMed). Se muestra el total de arti-
culos recuperados en cada fuente.

de 241 estudios: 122 en ScienceDirect y 119 en Pud- Distribucion de los estudios por aio
Med. Se eliminaron en un inicio 31 estudios dupli-

. En la figura 2 se muestra la distribucién de
cados, y se descartaron un total de 125 estudios, &

los estudios seleccionados durante el periodo

quedando 85 estudios seleccionados para la revi- de 2020 al 2024. En el grafico de lineas de esta
sién. Enla figura 1 se muestra la distribucion de los figura, se observa que en 2020 se publicaron 8
estudios seleccionados segtin la base de datos. Para estudios, aumentando a 16 en el 2021. En el afio
un desglose detallado de cada estudio, la tabla I 2022, el niimero de estudios disminuy6 a 9, pero
presenta la lista completa de los estudios que fue- se incrementé nuevamente en el 2023 con 23
ron incluidos en la presente revision, organizada estudios, y alcanzé su punto méximo en 2024
por referencia, autores, titulo y afio de publicacién. con 29 estudios.

Evolucidon anual del nimero de estudios seleccionados sobre
Inteligencia Artificial y obesidad entre 2020y 2024,

2 B B ®W

Cantidad de estudics
[ ]
wn

wn

2020 2021 2022 2023 2024
Ados de publicacitn w0 w2031 s 2022 « 2008 = 30N

Figura 2. Evolucién anual del numero de estudios seleccionados sobre inteligencia artificial y obesidad entre 2020 y 2024. Se incluyen datos que
representan la tendencia de publicaciones durante este periodo.

Nutr Clin Med | > 1687 <
Contribuciones de la inteligencia artificial en obesidad

4. APORTACIONES.indd 167 @ 11/3/25 10:36



> 168 <

En el gréfico circular se ofrece la distribucién
porcentual de los estudios por afio. Estos datos
muestran un crecimiento sostenido en los lti-
mos 2 afios, que juntos representan mds de la
mitad del total de los estudios revisados.

Clasificacion de los estudios por area
de enfoque

La clasificacién de los estudios por el drea de
enfoque se muestra en la figura 3. Como se
puede observar, la mayoria de los estudios, 61 en
total, se centran en la prediccién. Por otro lado,
se identificaron 9 estudios enfocados en trata-
mientoy 9 en prevencion.

Ademds, se encontraron estudios que combinan dife-
rentes enfoques: 4 estudios que abarcan tratamiento
y prevencion, 1 estudio de prediccién y tratamiento,
y también 1 estudio de prediccién y prevencion.

Categorias de inteligencia artificial utilizadas

Se clasificaron los estudios segtin la categoria de
IA empleada, distinguiendo entre ML, DL y la
combinacién de ambas técnicas. Como se puede
observar en la figura 4, la clasificacién de los
estudios se destaca por su relevancia en el uso
de técnicas de ML, con un total de 69 estudios
que aplican esta técnica para el desarrollo de sus

modelos. Por otro lado, se identificaron 8 estu-
dios que aplicaron modelos mas complejos de
DL. Ademads, un total de 9 estudios emplearon la
combinacién de ML y DL, potenciando la capaci-
dad de los modelos desarrollados.

También, ademads de las categorias principales ML
y DL, 8 de los estudios seleccionados emplearon la
IA Explicable (XAI) como herramienta de apoyo.

Técnicas especificas de inteligencia
artificial

Los estudios revisados se clasificaron con rela-
cién a las técnicas de IA empleadas, agrupdndolos
en diferentes categorias en funcién de sus carac-
terfsticas y aplicaciones. Este proceso fue itera-
tivo, a medida que avanzaba la revisién de los
estudios se fueron identificando e incorporando
nuevas técnicas que no estaban consideradas ini-
cialmente, lo que garantizé una visién mas com-
pleta delas tecnologias utilizadas. A continuacién,
se presentan las categorias asignadas:

® ML: se incluyeron los estudios que aplicaron
tnicamente técnicas de ML en sus modelos. En
la figura 5 se muestra un resumen de las técni-
cas mas utilizadas, y a continuacién se detalla
la clasificacion de técnicas de ML empleadas
en cada caso.

Clasificacidon de los estudios seglin su principal drea de enfoque en la
investigacidn sobre obesidad.

prediccion N o1

Prevencion _ 9
Tratamiento _ 9

Area de enfoque

Tratamiento y prevencion [l 4
Prediccién y prevencién [ 1

Prediccion y tratamiento ] 1

Figura 3. Clasificacion de los estudios segun su principal area de enfoque en la investigacion sobre obesidad. Se incluye la proporcién de articulos
dedicados a prediccion de riesgos, optimizacion de tratamientos, intervenciones preventivas y sus posibles combinaciones.

30 40 50 60 70
Cantidad de estudios
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Proporciéon de estudios clasificados segun el tipo de técnica de Inteligencia
Artificial utilizada (Machine Learning o Deep Learning) en la investigacién sobre
obesidad.

®m Machine Learning (ML)  m Deep Learning (DL) = MLyDL

Figura 4. Proporcién de estudios clasificados segun el tipo de técnica de inteligencia artificial utilizada (Machine Learning o Deep Learning) en la
investigacion sobre obesidad. Se presentan dos categorias principales: Machine Learning (ML) y Deep Learning (DL), mostrando su frecuencia
relativa en los estudios seleccionados.

Distribucidn de las técnicas de Machine Learning mas utilizadas en los estudios analizados, incluyendo
algoritmos especificos y su frecuencia de uso.

Random Forest 37
Support Vector Machines (SVM) 29
Extreme Gradient Boosting (XGBoost) 24
Regresion Logistica 16
Least Absolute Shrinkage and Selection Operator (LASSO) 14
Decision Trees (DT) 13
k-Nearest Neighbors (KNN)  — O
Multilayer Perceptron (MLP) me— 7
Adaboost E— 4
Naive Bayes s 4

Ridge
Red Neuronal Artificial (ANN)
Principal Component Analysis (PCA)
Elasticnet
Linear Regression
Reinforcement Learning
Classification and Regression Trees (CART)
Light Gradient Boosting Machine (LGBM)
Gradient Boosting Machine (GBM)
Conformal Prediction
CatBoost Regressor
Least-Angle Regression (LARS)
QSAR (Quantitative Structure-Activity Relationship)

Técnicas de ML
S

wwww

NNNNNNNN

5 10 15 20 25 30 35 40
Cantidad de estudios

Figura 5. Distribucion de las técnicas de Machine Learning mas utilizadas en los estudios analizados, incluyendo algoritmos especificos y su fre-
cuencia de uso.

— Técnicas cldsicas de ML: se incluyeron los relevantes. Los Decision Trees se utilizaron
algoritmos tradicionales, que fueron amplia- en 13 estudios. Finalmente, el algoritmo
mente utilizados en los estudios. La técnica K-Nearest Neighbors se utiliz6 en 9 estudios,
SVM fue la mds usada, apareciendo en 29 destacandose en tareas de clasificacién y
estudios. La Logistic Regression fue también andlisis de proximidad.
comun, con 16 estudios que la aplicaron, — Se emplearon otras técnicas en menor fre-
mientras que el método LASSO se utilizé en cuencia, como Ridge (Regresiéon Regula-
14 estudios para la seleccién de caracteristicas rizada), Naive Bayes, Linear Regression
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(Regresion Lineal), ElasticNet, Quantitative
Structure-Activity Relationship (QSAR) y
Least-Angle Regression (LARS).

— Algoritmos no supervisados: se incluye-
ron los algoritmos de aprendizaje no super-
visados encontrados en la revision de los
estudios. El Principal Component Analysis
(Andlisis de Componentes Principales) fue
el mas utilizado, aplicdndose en 3 estudios.
Otros métodos, como Clustering, el algo-
ritmo de Seleccién de Caracteristicas de
Spearman y Cluster Optimization (Optimi-
zaciéon por Clusteres), se utilizaron en un
solo estudio cada uno.

— Métodos de ensamblado: se incluyeron los
métodos de ensamblado que combinan
varios modelos para mejorar la precisién de
las predicciones. En los estudios revisados,
el Random Forests fue el mds empleado,
apareciendo en 37 estudios, mientras que
el XGBoost se utilizé en 24 estudios. Ada-
boost se empleé en 4 estudios, mientras que
los métodos CatBoost Regressor, Bagging,
Bootstrap Forest y RUSBoosted Trees, se uti-
lizaron en un solo estudio cada uno.

— Técnicas de optimizacién y seleccion de
caracteristicas: estas técnicas se utilizaron
en los estudios para mejorar la precisiéon de
los modelos al seleccionar las variables mads
relevantes. La mds utilizada fue Conformal
Prediction en 2 de los estudios. Otras técni-
cas, como el Whale Optimization Algorithm
(WOA) y Recursive Feature Elimination
(RFE), se utilizaron en un estudio cada una.

— Redes neuronales: en los estudios seleccio-
nados, se emplearon varias arquitecturas de
redes neuronales. El Multilayer Perceptron
(Perceptréon Multicapa, MLP) fue el mds
utilizado, apareciendo en 7 estudios. La
Artificial Neural Network (Red Neuronal
Artificial, ANN) se empleé en 3 estudios,
mientras que otras variantes, como las Redes
de Retropropagacién y la Heterogeneous
Mixture Learning Technology (Tecnologia
de Aprendizaje de Mezcla Heterogénea,
HMLT), se usaron en un estudio cada una.

— Técnicas hibridas y aplicaciones mdltiples:
algunos estudios utilizaron técnicas hibridas
para mejorar el rendimiento de los mode-
los. Las técnicas Gradient Boosting Machine
(GBM) y Light Gradient Boosting Machine
(LGBM) fueron las mds empleadas, cada
una apareciendo en 2 estudios. Ademds, el
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Random Survival Forest (RSF) se utilizé en
un estudio.

— Técnicas especificas o variantes: algunos
estudios utilizaron técnicas especificas para
mejorar sus modelos. Los Classification and
Regression Trees (Arboles de Clasificacién y
Regresion, CART) fueron los mds comunes
en esta categoria, apareciendo en 2 estudios.
Otras técnicas, como el K-Means Clustering
combinado con Dynamic Time Warping
(DTW)y el Leave-One-Out Cross Validation
(LOO-CV), se emplearon en un estudio cada
una.

e Técnicas de DL: se incluyeron los estudios que
aplicaron varias técnicas de redes neuronales
profundas. Las CNN fueron las mds comu-
nes, utilizadas en 7 estudios para el andlisis de
datos complejos, como imdgenes. Las RNN,
empleadas en 4 estudios, se utilizaron princi-
palmente para analizar datos secuenciales. Las
Deep Neural Networks (Redes Neuronales
Profundas, DNN) y la variante Long Short-
Term Memory (LSTM), cada una utilizada
en 3 estudios, permitieron capturar patrones
en secuencias de datos extensas. Las Multi-
layer Feedforward Neural Networks (Redes
Neuronales de Retropropagacién Multicapa,
MLFENN) se aplicaron en 2 estudios como una
arquitectura versatil de redes profundas.

e Otras técnicas de DL, como Deephit, Graph
Attention Network (GAT), Transformer,
MiniVGGNet y DeepLabV3, se usaron en un
estudio cada una. En la figura 6 se muestra
un resumen de las principales técnicas de DL
empleadas en los estudios.

® XAI: para mejorar la interpretabilidad de los
modelos, algunos estudios utilizaron herra-
mientas de XAl La técnica SHapley Additive
exPlanations (SHAP) fue la mds utilizada, apa-
reciendo en 8 estudios. Partial Dependence Plots
(PDP) se usé en 2 estudios, mientras que Permu-
tation Importance se aplicé en un estudio.

Esta revisién narrativa analiz6 el uso de la IA en
el campo de la obesidad, centrada en estudios
que aplicaron ML y DL para la prediccién, trata-
miento y prevencion. El resultado de la distribu-
cién de los estudios refleja la importancia de usar
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cuencia de uso.

Distribucién de las técnicas de Deep Learning mas utilizadas en los estudios
analizados, destacando arquitecturas principalesy su frecuencia de uso.
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Figura 6. Distribucién de las técnicas de Deep Learning mas utilizadas en los estudios analizados, destacando arquitecturas principales y su fre-
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varias fuentes para investigar temas complejos,
como la aplicacién de IA en la obesidad. De los
241 estudios iniciales, se seleccionaron un 35,3 %
al priorizar calidad y relevancia.

Se evidencia un crecimiento en la publicaciéon
de estudios sobre el uso de IA en obesidad entre
2020 y 2024. En 2020 solo se publicaron 8 estu-
dios, lo que refleja un interés inicial en el tema.
Sin embargo, en 2023 y 2024, especialmente,
hubo un aumento significativo, llegando a 29
estudios en 2024. Esto puede deberse a los avan-
ces en tecnologfas de IA, como MLy DL, y aun
interés mayor en la salud tras la pandemia de
COVID-19. La necesidad de herramientas que
predigan riesgos y ayuden en la prevencién de
enfermedades como la obesidad también ha
impulsado este crecimiento reciente.

La mayoria de los estudios (61 en total) se cen-
traron en la prediccién de factores de riesgo de
obesidad, reflejando la utilidad de la IA para
identificar patrones complejos y hacer prediccio-
nes de riesgo. Los estudios sobre tratamiento y
prevencion fueron menos frecuentes (9 en cada
drea), posiblemente debido a que estos modelos
son mds complejos de implementar en la practica
clinica.

Algunos estudios combinan enfoques como
tratamiento y prevencién o prediccion y trata-
miento, aunque son pocos (6 en total). Estos tra-
bajos sugieren que la IA podria usarse de forma
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integral no solo para identificar riesgos, sino
también para tratar y prevenir la obesidad.

Por otro lado, se destacan dos enfoques principa-
les de ML: las técnicas cldsicas y los métodos de
ensamblado. Entre las técnicas cldsicas, las SVM
fueron las mds usadas, con 29 estudios que las
aplicaron para tareas de clasificacién y predic-
cién de riesgo. La LR y LASSO también aparecie-
ron con frecuencia, ya que ayudan a identificar
las variables clave en los datos de salud, siendo
utilizadas en 16 y 14 estudios, respectivamente.

Los métodos de ensamblado, como Random
Forests y XGBoost, se emplearon en 37 y 24 estu-
dios cada uno. Estos modelos combinan multiples
algoritmos para mejorar la precisién y son muy
tutiles cuando los datos son complejos o variados,
algo comtin en el estudio de la obesidad.

En los estudios de DL revisados, las CNN fue-
ron las mds comunes, aplicadas en 7 estudios
para analizar datos complejos como imdgenes.
Las RNN, con 4 estudios, se usaron para datos
secuenciales, y técnicas como DNN y LSTM tam-
bién se emplearon para capturar patrones en
datos largos.

Por otro lado, la herramienta de XAISHAP fue la
més utilizada para mejorar la interpretacién de
los modelos, algo fundamental en el contexto de
salud.
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En esta revisién, se destacan las principales con-
tribuciones de las técnicas de ML y DL en cuatro
dreas principales: prediccidn de riesgos, optimi-
zacién de tratamientos, prevencion y diagnods-
tico temprano, y andlisis de factores relacionados
con la obesidad.

Prediccion de riesgos

Algunos estudios han creado modelos de apren-
dizaje profundo para predecir la obesidad en
nifios usando datos de salud y caracteristicas
como peso, altura, etnicidad y nivel socioeconé-
mico'™"®. Estos modelos pueden analizar grandes
cantidades de informacién y ayudan a identificar
a nifios con riesgo de obesidad. Otros estudios
han usado redes neuronales para estimar el IMC
a partir de fotograffas de la cara, lo que permite
detectar la obesidad de forma rdpida y sin nece-
sidad de equipos especiales'®?.

También se han desarrollado modelos predic-
tivos para predecir si una mujer con obesidad
necesitara cesdrea durante su ingreso hospitala-
rio. Estos modelos buscan reducir las complica-
ciones durante el parto y mejorar la planificaciéon
de intervenciones médicas en esta poblacién de
alto riesgo'®".

Ademads, un estudio ha utilizado datos de ventas
de alimentos y bebidas para estimar los niveles
de obesidad en varios paises basdndose en patro-
nes de consumo. Esto ayuda a obtener informa-
cién valiosa para programas de salud publica y
la prevencion de la obesidad a nivel mundial®.

Optimizacién de tratamientos

Varios estudios han creado modelos que ayu-
dan a anticipar cémo responderdn los pacientes
a tratamientos como la cirugfa baridtrica o cier-
tos medicamentos. Estos modelos permiten a los
médicos ajustar los tratamientos a cada paciente,
aumentando con ello su efectividad y redu-
ciendo efectos secundarios. Por ejemplo, algu-
nos estudios han usado ML para predecir cuanto
peso corporal puede perder un paciente después
de una cirugia baridtrica, basdndose en datos
previos de cada paciente® .
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Un estudio aplicé modelos de IA para analizar
perfiles de proteinas y predecir cémo respon-
derdn los pacientes al entrenamiento fisico de
alta intensidad, lo cual es til para personas con
sobrepeso y prediabetes®.

También se han desarrollado sistemas que opti-
mizan el uso de medicamentos para la obesidad,
recomendando el firmaco mds adecuado como
sibutramina, liraglutida y metformina, segtin las
caracteristicas de cada paciente, lo que mejora
los resultados y reduce costos®.

Prevencion y diagnéstico temprano

Se han usado algoritmos de ML para predecir la
resistencia a la insulina en nifios, una condicién
que a menudo ocurre antes de la obesidad y el
sindrome metabdlico®?’. Con datos biolégicos,
estos modelos pueden identificar a los nifios en
riesgo durante la pubertad, lo que permite inter-
venir a tiempo y prevenir problemas metabdlicos
futuros.

Algunos estudios han aplicado IA para identi-
ficar factores de riesgo especificos en adultos,
como la circunferencia de cintura®® y otros
indicadores metabdlicos®. Por ejemplo, el uso
de DL para medir automaticamente el volumen
del tejido adiposo epicdrdico en angiografias ha
mejorado la deteccién temprana de riesgos car-
diovasculares en personas con obesidad*.

Algunos modelos predictivos permiten estimar
la grasa corporal®***y otros indicadores de salud
con mds precisiéon que el IMC tradicional, ayu-
dando a detectar riesgos cardiometabdlicos de
manera temprana®*. Estos modelos ofrecen una
evaluacién mds completa y detallada de la salud
de cada persona, lo cual es clave para prevenir
problemas cardiovasculares y metabdlicos.

De forma mds especifica, se han desarrollado
modelos que evaltian, segin el sexo, el volumen
de tejido adiposo visceral, tejido adiposo subcu-
tdneo abdominal y misculo libre de grasa en el
muslo®. Esto permite una medicién mucho mads
precisa de los riesgos cardiometabdlicos, supe-
rando las limitaciones del IMC y la circunferen-
cia dela cintura.

Por ejemplo, se ha implementado un modelo de
IA basado en sefiales de electrocardiografia para
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predecir el porcentaje de grasa corporal, ofre-
ciendo una alternativa rdpida y econémica frente
a métodos tradicionales como la absorciometria
derayos X de energia dual*'.

Analisis de factores relacionados
con la obesidad

En algunos estudios, la IA se ha utilizado para
investigar la relacion entre el microbioma intestinal
y la obesidad, identificando patrones en los datos
del microbioma que podrian predecir el riesgo de
obesidad o enfermedades relacionadas**. Tam-
bién se han creado modelos de XAl para estudiar la
relacién entre ciertas moléculas en el cuerpo, llama-
das adipocitocinas, y el riesgo de cancer de mama
en mujeres con obesidad, lo cual podria ayudar a
identificar nuevos biomarcadores para prevenir el
cdncer en personas con obesidad®.

En cuanto a los hébitos de salud, la IA se ha apli-
cado para analizar cémo el uso de aplicaciones
de salud influye en la pérdida de peso corpo-
ral**. Por ejemplo, se han utilizado RNN para
predecir cambios de peso segtin la frecuencia de
registro de alimentos y ejercicio en aplicaciones
de pérdida de peso, personalizando las recomen-
daciones”. Estos estudios han demostrado que
ciertos patrones de autocontrol, como registrar
alimentos y ejercicio, estdn muy ligados al éxito
en la pérdida de peso corporal. Al identificar
estos patrones, los modelos de IA pueden perso-
nalizar las recomendaciones y mejorar los resul-
tados en programas de control de peso.

Esta revisién narrativa demuestra cémo las téc-
nicas de ML y DL estan contribuyendo signifi-
cativamente en el aumento del conocimiento de
la obesidad en dreas clave como prediccion de
riesgos, personalizacién de tratamientos, pre-

vencién y diagndstico temprano, y andlisis de
nuevos determinantes biolégicos.

Los modelos de ML y DL han facilitado la pre-
diccién del riesgo de obesidad, especialmente
en nifios, permitiendo intervenciones tempra-
nas para evitar futuras complicaciones. También
ayudan a personalizar tratamientos, como la
cirugfa baridtrica, al anticipar la pérdida de peso
corporal potencial en cada paciente segin sus
caracteristicas especificas.

En prevencién y diagndstico temprano, los algo-
ritmos han demostrado ser efectivos para detec-
tar condiciones asociadas, como la resistencia a la
insulina en nifios, permitiendo intervenir antes de
que aparezcan problemas mds graves, como el sin-
drome metabdlico y la diabetes mellitus. Otro aporte
importante ha sido en el andlisis de factores biol6-
gicos, como el microbioma intestinal, identificando
nuevos determinantes biolégicos relacionados con
la obesidad y nuevos biomarcadores de riesgo.

Entre las técnicas de ML mds utilizadas destacan
las SVM, la LR y el método LASSO, que han sido
efectivas en la identificacién de factores de riesgo.
También se emplearon métodos de ensamblado
como Random Forests y XGBoost, que mejoran la
precisién de los modelos predictivos.

EnDL, las CNN y las RNN se usaron ampliamente
para analizar datos complejos y patrones secuen-
ciales, lo cual es ttil en diagnésticos tempranos
y personalizacién de tratamientos. Ademads, las
herramientas de XAI, como SHAP, facilitaron la
interpretacion de estos modelos complejos, ayu-
dando a los profesionales de la salud a entender
mejor los factores de riesgo clave.

Los autores expresan que no existen conflictos de
interés al redactar el manuscrito.
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